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摘要 

 

金管會統計臺灣電子支付的使用人數已經正式
突破 1,000 萬人，行政院主計處的國情統計通報
中，109 年 12 月底信用卡總流通卡數 5,012 萬張，
累計 1~12 月信用卡簽帳金額 3 兆 196 億元，其中
超過 3 個月未繳足最低應繳的逾期帳款比率為
0.15%，由此可知違約率的預測是非常重要的議
題。 

極限梯度提升法 (Extreme Gradient Boosting, 

XGBoost)是一種整合性演算法，將模型中的目標
函數加入參數的複雜度，並以泰勒展開式的近似
方式來減少過度擬合及提升其分類效能，由於同
時須調整損失函數、樹的深度及樣本的權重，是
一個複雜的問題，因此本論文將使用最佳化粒子
群演算法(Particle Swarm Optimization, PSO)來篩
選最佳參數。信用卡客戶的違約記錄是屬於不平
衡的資料，且違約率是一重要議題，但所佔的比
例很少，因此無法透過準確率(Accuracy)真正呈
現，本論文以準確率 (Accuracy)並加入召回率
(Recall)為評估的準則，在可以接受的準確率
(Accuracy)範圍內，來提升召回率(Recall)。 

 

 

1  簡介 
 

表 1.1 為信用卡統計業務，截至 109 年 12 月底
信用卡總流通卡數 5,012 萬張，最近六個月有消費
紀錄之有效卡數 3,300 萬張，累計 109 年 1~12 月
信用卡簽帳金額3兆196億元，循環信用餘額1,056

億元。 

圖 1.1 為信用卡整體逾期放款比率趨勢圖，逾期
放款比率是指借款人積欠本金或利息超過清償期
3 個月，占總放款的比率已達至 0.15%的新低水
位，顯示持卡人透過銀行的發卡、審核及協商機
制，不再任意並有限度的使用信用卡交易。其中
違約戶與正常戶呈現極不平衡的資料分佈，因此
本論文使用準確率(Accuracy)及召回率(Recall)為
評估的準則，並使用在不平衡資料有良好效果的
XGBoost，相關參數由 PSO 來搜尋，以獲得較好
的預測模型。 

表 1.1：信用卡統計業務 

信用卡 
109年 

12 月 

較上月之 

增減變動 

較去年同期之 

增減變動 

總流通卡數

(萬張) 
5,012 15 0.30% 273 5.76% 

總有效卡數
(萬張) 

3,300 18 0.55% 108 3.38 

循環信用餘
額(億元) 

1,056 9 0.86% -83 -7.29% 

簽帳總金額 

(億元) 
2,958 363 13.99% 49 1.68% 

逾期帳款比
率(%) 

0.15 -0.01   -0.06   

民國年、月 
簽帳金額 預借現金 

合計 國內 國外 國內 國外 

109年 1-12

月簽帳金額 

(億元) 

30,196 28,403 1,793 220 2.07 

 (資料來源：金管會銀行局[25]) 

 

 
(圖片來源：金管會銀行局[25]) 

圖 1.1：信用卡整體逾期放款比率趨勢圖 

 

 

2  文獻探討 
 

2.1 信用卡交易及風險評估 

 

信用卡為現代人主要的消費方式之一，其中每
月信用卡帳單上揭露的訊息內容包含帳單結帳
日、繳款截止日、本期應繳總金額、本期最低應
繳金額、循環信用利率，其中若未於繳款截止日
前繳足本期最低應繳金額，則會被銀行收取
100~500 元不等的違約金額。 



信用卡風險評估為近年來的熱門議題，例如透
過決策樹、隨機森林、神經網路集，利用 UCI 公
開的信用卡資料集進行模型的建立，研究結果顯
示教育、婚姻、還款狀況與帳單金額是提升準確
率的重要因素[16]。利用 RapidMiner 軟體，將資
料進行特徵優化選擇及交叉驗證的預處理，使用
決策樹、隨機森林、類神經網路、支持向量機、
倒轉遞類神經網路等演算法，透過模型參數最佳
化，有效的提升準確率[21]。採用資料探勘常用的
演算法，將信用卡的繳款行為資料透過集群方法
進行資料分割並快速處理，輔以涵蓋曲線值(Area 

Under the Curve, AUC)進行評估，研究結果顯示
F-score 有所提升[17]。上述研究皆採用平衡資料集
的方式進行評估，容易導致準確率高，但對於違
約戶的預測無顯著的提升，即連續 3 個月符合上
述「未於繳款截止日前繳足本期最低應繳金額」
者，因為佔所有信用卡交易戶的比例非常低，屬
於不平衡資料集，因此有學者提出相關不平衡資
料集的研究方法如下： 

 

表 2.1：不平衡信用數據相關研究 

研究學者 年份 資料來源 研究結果 

T. M. 

Alam et 

al. 

2020 臺灣、德
國、比利時
信用及欺詐

數據集 

使用梯度提升決策樹
(Gradient Boosted 

Decision Tree, GBDT)

模型，透過資料集進行
K-means SMOTE 重採
樣，有效的提升準確率

[4]。 

V. Arora et 

al. 

2020 信用卡欺詐

檢測及信用
卡客戶數據
集 

信用卡資料透過不平

衡資料集處理技術
(Random Under 

Sampling Boost, 

RUSBoost)，並與決策
樹、邏輯回歸、多層感
知器、K 近鄰、隨機森

林和支持向量機比
較，獲得較佳的預測結
果[5]。 

陳佩妤 2018 信用卡交易
資料 

透過減少多數法
(Undersmple)設定成 5

種不同比例，並透過深

度學習計算出 5種預測
結果，結果顯示整體預
測結果皆有良好的表

現[18]。 

 

綜合以上研究，由於本論文使用的資料具有不平
衡性，因此將資料進行前處理，利用在不平衡資
料有良好效果的 XGBoost 演算法[23]建立預測模
型，並透過準確率(Accuracy)及召回率(Recall)同時
進行多目標的評估。 

 

2.2 極限梯度提升演算法探討 

 

信用卡交易違約率僅佔信用卡整體比例
0.15%，屬於不平衡資料集，對於不平衡資料集一
般的處理方式有 2 種，將資料重新抽樣及更新優

化演算法，而資料抽樣的方法主要有 3 種[19]：1.

過取樣(Oversampling)，依資料樣本的比例設定，
隨機複製數量較少的類別資料，使資料分佈平
衡。2.欠取樣(Undersampling)，依資料樣本的比例
設定，隨機將數量較多的類別資料減少，使資料
分佈平衡。3.合 成少數過取樣技術 (Synthetic 

Minority Over-Sampling Technique，SMOTE) [7]，
改良過取樣(Oversampling)的抽樣方法，從數量較
少的樣本中找出幾個鄰近點，生成新的少數組樣
本，使資料分佈平衡。 

由於以不平衡資料集建立的預測模型會導致準
確率的失真，因此本論文以相同比例的少數組與
多數組，隨機合併成多份資料，並同時使用準確
率(Accuracy)及召回率(Recall)做為評估準則，利用
XGBoost 建立預測模型。XGBoost [2]是一種整合
性演算法，由於訓練效率好、準確率高，屬於熱
門的機器學習演算法，其中因為演算法中使用了
多維的參數，因此如何調整參數並提升模型效果
是一複雜的問題，下列為使用 XGBoost 的相關研
究： 

 

表 2.2：XGBoost 的相關研究 

研究學者 年份 參數設定方法 研究結果 

李宜珊 2020 基因演算法
(Genetic 

Algorithm, GA) 

[1] 

使用 Rossmann Store 

Sales 資料集利用

XGBoost建立預測模
型，並透過 GA來篩選
參數，有效的降低均方

根百分比誤差[15]。 

劉順富 2019 R-MLR套件[6] 以 2004年 7月至 2018

年 9 月的盤後資料，透

過 XGBoost 預測漲
跌，結果顯示與分類迴
歸樹(Classification 

And Regression Tree, 

CART)皆有獲利，但
XGBoost績效較優

[20]。 

M. Wang 

et al. 

2018 Grid Search [8] 以 UCI提供的 1994年

德國信用資料集，利用
XGBoost取得重要特
徵並結合邏輯迴歸

(Logistic regression, 

LR)，有效提升 AUC

值[13]。 

 

上述研究中皆採用演化式學習方法設定 XGBoost

的參數，如 GA、R-MLR 套件、Grid Search 等，
本論文調整 XGBoost 的參數項目較少，並具有明
確的範圍，因此採用 PSO 的群體搜尋方法，依其
特性可快速獲得最佳化參數。 

 

2.3 最佳化粒子群演算法探討 

 

PSO 是一種演化式演算法[3]，調整方式主要是
透過先前行為的慣性、個人最佳的經驗及整體最
佳的經驗，對於參數的搜尋具有簡單、速度快、



較少參數設定、易於收斂的特質，相關研究如下
表： 

 

表 2.3：演算法結合 PSO 的相關研究 

研究學者 年份 演算法 研究結果 

謝婷亘 2020 支援向量迴
歸(Support 

Vector 

Regression, 

SVR) 

使用環保署開放平臺的空
氣品質監測資料，SVR建

立預測模型，並透過 PSO

篩選最佳化參數，相較於
未使用 PSO的方法，均方

根誤差(Root Mean 

Squared Error, RMSE)降
低 19.567%[22]。 

H. Jiang et 

al. 

2020 XGBoost 以 NSL-KDD數據集為基
準，評估原生 XGBoost與
其他分類器，研究顯示可

有效提高網路入侵檢測的
準確率，特別是少數種類
(U2R和 R2L)的攻擊[9]。 

K. Song et 

al. 

2020 XGBoost 在材料科學中，鋼的拉伸
強度和塑性分別具有抵抗

斷裂和變形的能力，是二
個重要性能，研究中透過
XGBoost及PSO篩選模型

參數以預測具有 27個特
徵的拉伸強度和塑性，可
有效的優化此二性能

[12]。 

L. T. Le et 

al. 

2019 XGBoost 研究中分析了 837 項對建
築物的調查，並利用

XGBoost建立模型及 PSO

優化性能，研究顯示熱負
荷估計優於其它 5 項預測

模型，並發現多項關鍵特
徵[10]。 

 

 

3  研究方法 
 

3.1 資料集與資料的前處理 

 

本論文的資料來源為 Kaggle平臺上 UCI機器學
習提供的 2005 年 4 月至 2005 年 9 月的臺灣地區
信用卡客戶的資料集，包含 25 個特徵欄位(附錄
一)，共有 30,000 筆資料，其中正常戶 23,364 筆，
違約戶 6,636 筆，如圖 3.1。 

 

圖 3.1：UCI 信用卡客戶資料集 

由於資料中不同的特徵欄位有各自的度量單
位，因此預先將所有數值型特徵欄位利用標準均
一化(1)，指定至 0 與 1 的範圍內，圖 3.2 為經過標
準化後的部份欄位所呈現出來的信用卡客戶資料
樣本集。 

 

          (1) 

 

式子(1)中 表示為特徵屬性的值， 為標準化後
的數值， 為特徵屬性最小值， 為特徵屬
性最大值。 

 

圖 3.2：標準化後信用卡客戶資料樣本集 

 

資料集內容中，目標值 0 表示正常戶，1 表示違
約戶，並以隨機方式切分為訓練資料集 70%及測
試資料集 30%，其中測試資料集共 9,000 筆, 包含
正常戶 7,009 筆，違約戶 1,991 筆，訓練資料集共
21,000 筆，包含正常戶 16,355 筆，違約戶 4,645

筆，本論文將採 2 種方式進行訓練，首先，如圖
3.3，以一般方式進行訓練，其次為多模組平衡集
方式(Multi Model Balance Set, MMBS)進行訓練，
如圖 3.4，以訓練資料集的目標值進行資料的切
分，其中 0 與 1 的比例為 3.521 : 1 屬於不平衡資
料集，因此會將訓練資料集進行前處理作業，透
過一般資料探勘常用的方法，以目標值 1 的資料
共 4,645 筆，隨機取得 3 組相同筆數，目標值 0 的
資料，且資料間彼此互斥不重覆，再重新與目標
值 1 的資料合併成為 3 組資料集，因此可得到 3

組近似平衡訓練集資料均為 9,290 筆，再利用
XGBoost 建立 3 個預測模型，並依 3 個模型的預
測結果，以多數決的方式產生新的預測結果，如
下表 3.1，再透過 PSO 同時以準確率(Accuracy)及
召回率(Recall)做為篩選最佳參數的條件。 

 



圖 3.3：一般訓練資料集 

 

圖 3.4：多模組平衡訓練資料集 

 

表 3.1：調整後預測結果模型示例 
預測結果 

序號 模型 1 模型 2 模型 3 最後結果 

0 0 0 0 0 

1 0 0 1 0 

2 0 1 0 0 

3 0 1 1 1 

4 1 0 0 0 

5 1 0 1 1 

6 1 1 0 1 

7 1 1 1 1 

 

表 3.2 為混淆矩陣，可用於計算準確率
(Accuracy)、精確率(Precision)、召回率(Recall)等
值，主要分為 4 個值：TN(True Negative)、TP(True 

Positive)、FN(False Negative)、FP(False Positive)，
其中 TN 及 TP 值越高表示分類效果越好，本論文
將透過準確率 (Accuracy)及召回率 (Recall)做為
PSO 的評估準則，其中準確率(Accuracy)的評估式
如下： 

 

  

 

召回率(Recall) 的評估式如下： 

 

 

 

 

表 3.2：混淆矩陣 

  預測為假 預測為真 

實際為假 TN(True Negative)  FP(False Positive) 

實際為真  FN(False Negative)  TP(True Positive) 

 

本論文使用資料集為一不平衡資料集，Accuracy

及 Recall 呈現對應的關係，因此搭配 Sigmoid 函數
進行準則的平衡，Sigmoid 函數是一種常見的邏輯
函數(4)，可將輸入的資料映射到 [0, 1] 之間，使
用此函數可調整輸入的 Accuracy 及 Recall，在接
近最大值時減緩其增加速度，利用 S 形映射值[14]

改進 PSO 以獲得最優解，如圖 3.5 所示。 

 

 

圖 3.5：Sigmoid 函數 

 

其中 表示為 Sigmoid 函數的曲度係數項，本論文
中以 1~10 進行評估，Δ 表示為 對應相同等距
的輸入值 ，所增加的值。 

 

3.2 極限梯度提升 (Extreme Gradient Boosting, 

XGBoost) 

 

XGBoost 是一種整合式學習法，將許多樹的預
測結果整合在一起以實現更好的分類效能，屬於
監督式學習演算法，其目標函數表示如下式[23]： 

 

 

 

其中 為訓練模型的參數， 為損失函數， 為模
型複雜度的懲罰項，若預設資料樣集為

，表示 有 個特徵，
表示為 的目標值，其模型可表示如(6)： 

 

 

 

表示為模型的預測值，  = 1, 2 … , 為資料的筆
數， 為樹的數目， 表示為樹的模型結構，
式子 (5)的損失函數本論文中，定義為使用



Accuracy 與 Recall 為評估的準則，可表示如式子
(7)： 

 

 

 

及搭配使用 Sigmoid 函數評估的式子(8)： 

 

 

式子(5)中 為樹的複雜度，表示如(9)： 

 

               

 

式子(9)主要分為葉子節點數及懲罰項因子，其中
為葉子的節點數目， 為控制葉子節點數目的比
重， 為懲罰項的比重，用於避免過擬合， 為葉
子節點的權重，為了優化 因此 XGBoost 透過
泰勒展開式(Taylor Expansion)的二階近似[23]，將
目標函數進行優化，表示如式子(10)： 

 

                                      
 

其中 為泰勒展開一階的係數項， 則為二階係數
項，本論文中須同時調整 、 、 ，因此採用 PSO

調整目標函數至最小值。 

 

3.3 最 佳 化 粒 子 群 演 算 法 (Particle Swarm 

Optimization, PSO) 

 

  PSO 是一種演化式演算法，源自於簡化鳥類群
聚社會的模擬，每個粒子皆代表鳥群的個體，主
要是透過先前行為的慣性，個體的最佳經驗及群
體的最佳經驗，並經過多次的迭代，更新個體及
群體的最佳位置、速度，直到尋找到式子(11)的最
小值為其最佳解，每個粒子的速度及位置更新如
下式[3]： 

 

                                             

 

其中  = 1, 2 … , 為粒子群的數量；  = 3 表示參
數的維度； 表示慣性權重； 及 為個體及群體
的學習因子； 及 表示在(0, 1)之間均勻
分佈的 2 個隨機變數； 為迭代的次數； 為第 個

粒子在 維度的搜尋位置； 表示第 個粒子在 維
度的速度； 表示第 個粒子在 維度經歷過
的最佳位置； 表示群體在 維度中經歷過的
最佳位置。本論文將參考表 3.2 的參數設定，避免
、 及 的設定不良，導致搜尋最佳化參數時無

法獲得最適合的結果。 

 

表 3.3：PSO 搜尋參數範圍[11] 

學習因子 慣性權重 
迭代次數 

c1 c2 
 

2.1 2.1 0.9 50 

 

 

4  研究結果 
 

本論文透過 2 種方式進行訓練並產生預測結果
的比較，如下表 4.1，結果顯示，不平衡資料集中，
在 Accuracy≧0.7 的可接受範圍內，以一般方式使
用 XGBoost 進行訓練與搭配 PSO 以 Accuracy 與
Recall 為評估準則，Recall 可由 0.37 提升到 0.59，
若以MMBS方式進行訓練，並搭配PSO及 Sigmoid

函數，則 Recall 由 0.65 提升至 0.74。 

 

表 4.1：訓練結果表 

訓練方式 訓練集 測試集 準確率 召回率 PSO 
Sigmoid

函數 

一般 21,000 9,000 0.82 0.37   

一般 21,000 9,000 0.78 0.59 V  

MMBS 9,290 9,000 0.73 0.65   

MMBS 9,290 9,000 0.71 0.67 V  

MMBS 9,290 9,000 0.71 0.74 V V 

 

 

5  結論 
 

  信用卡為現代人的主要支付消費方式，發卡機
構如何提前預測客戶違約，減少逾期放款所帶來
的損失是一重要議題，本論文利用多模組平衡訓
練方式，並透過 PSO 尋找 XGBoost 的最佳參數，
數據顯示可以有效的提升預測不平衡資料集中的
違約客戶。 
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